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Ⅰ. 서론 

방송서비스는 수십 년간 가장 쉽고 간편한 콘텐츠 소

비경로를 시청자에게 제공해왔다. 방송사는 정해진 시

간에 맞춰 콘텐츠를 송출하고, 시청자가 TV가 설치된 

장소에서 전달되는 콘텐츠만을 소비하는 것은 수년 전

까지만 해도 매우 일상적이며 당연한 콘텐츠 소비 시나

리오였다. 하지만, 최근 이러한 소비패턴이 크게 흔들리

고 있다. 스마트폰, 태블릿PC 등의 보급과 고속 인터넷 

환경은 시청자들이 특정 장소나 시간에 얽매이지 않고 

원하는 콘텐츠를 소비할 수 있도록 했으며, 콘텐츠를 소

비할 때에도 다양한 경로를 통해 관련된 정보에 접근할 

수 있도록 했다[1]. 이에 따라 시청자의 콘텐츠 소비패

턴 변화에 대응하기 위한 새로운 방송서비스의 필요성

이 최근 몇 년간 대두되어 왔다. 

스마트 방송서비스는 이와 같은 변화에 대응하기 위

한 새로운 형태의 방송콘텐츠 전달 서비스이다. 스마트 

카(smart car), 스마트 홈(smart home) 등의 분야와 마

찬가지로 ‘스마트’ 방송서비스 또한 물리적/논리적 연결

성에 기초한 방송서비스를 포함한다. 예컨대, 데스크톱, 

스마트폰, 태블릿 PC 등 시청자가 보유한 다수 기기 간

의 연결성을 고려한 N스크린 서비스나 촬영 시 사용되

는 다수 카메라 간의 연결성을 기반으로 한 다시점 방송

서비스 등이 물리적 연결성을 토대로 한 대표적인 스마

트 방송서비스다. 반면, 콘텐츠 추천 및 검색 기반의 

Video on Demand(VoD) 서비스는 시청자와 콘텐츠, 콘

텐츠와 콘텐츠 간의 논리적 연결성에 기초한 스마트 방

송서비스로 볼 수 있다. 

다양한 형태의 스마트 방송서비스 중, 논리적 연결성

에 기초한 서비스를 실현하기 위한 필수적인 요구사항

은 콘텐츠와 콘텐츠 간, 그리고 콘텐츠와 시청자 간의 

연결 관계를 밝히는 기술이다. 가장 널리 쓰여지는 

Collaborative Filtering(CF) 기반 추천 기술의 경우, 시

청자와 콘텐츠 간의 연결 관계를 시청 이력을 통해 구성

하며, 콘텐츠와 콘텐츠 간의 연결 관계는 공유하는 시청

자를 통해 구축한다[2]. 최근에는 간단한 이력 정보에서 

벗어나, 콘텐츠와 시청자에 대한 다양한 데이터를 기반

으로 의미정보를 추출하여 고차원의 연관성을 밝히고 

이를 통해 보다 정확하고 많은 연결 관계를 구축하려는 

노력이 있다[3]. 이러한 연구가 이루어지는 것은 보다 

많은 의미적 연결관계가 다양한 시청자 요구사항에 부

합하는 새로운 서비스의 단초가 되기 때문이다. 이들 연

구의 핵심은 더 정확하고 가치 있는 의미를 데이터로부

터 도출할 수 있는 분석기술에 있다. 

본고에서는 스마트 방송서비스 실현을 위한 분석기

술, 그중에서도 방송콘텐츠에 대한 분석기술과 동향을 

살펴보고 한국전자통신연구원에서 연구 중인 방송콘텐

츠 분석기술을 소개하고자 한다. 

Ⅱ. 스마트 방송서비스 개요 

대부분의 스마트 방송서비스는 앞서 간단히 언급한 

바와 같이 콘텐츠와 시청자를 분석하여 추출된 고차원 

의미정보를 이용하여 구축된 연결 관계를 기반으로 사

용자에게 콘텐츠를 제공하는 서비스를 의미한다.  (그림 

1)은 스마트 방송서비스에서 활용할 수 있는 관계정보

를 보여준다.  

(그림 1)에서 보여 주듯이 기본적으로 구축되어야 하

는 관계는 콘텐츠-콘텐츠 관계, 콘텐츠-시청자 관계,  
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그리고 시청자-시청자 관계를 둘 수 있으며, 복합적

인 스토리 혹은 의미로 구성되는 콘텐츠를 고려할 경우, 

단일 콘텐츠 또한 장면-장면으로 구성된 관계 구조로 

해석될 수 있다[4]. 콘텐츠와 마찬가지로 시청자 또한 

시간 및 장소 등의 정보를 토대로 상황-상황으로 구성

된 관계의 복합체로 볼 수 있다[5]. 

스마트 방송서비스는 (그림 1)과 같은 관계정보를 바

탕으로 시청자에게 적합한 콘텐츠 혹은 관련 정보를 전

달한다. 예컨대, 현재 시청 중인 콘텐츠의 의미정보를 

시각화하여 부가 정보나 맞춤광고 등을 제공하는 서비

스나, 주변 시청자의 콘텐츠 관계정보를 기반으로 다양

한 형태의 장면 추천이나 검색 혹은 장면 간 큐레이션 

서비스를 생각해볼 수 있다. 앞서 언급했듯이, 이와 같

은 관계정보를 구축하는 데 있어 필수적인 기술 중 하나

는 콘텐츠에 대한 분석기술이다.  

Ⅲ. 방송콘텐츠 분석기술 동향 

본 절에서는 방송콘텐츠 분할 기술 중, 샷 및 장면분

할, 장면 내 객체인식, 콘텐츠 어노테이션(annotation)

기술에 대해 알아보고 최근 동향을 소개한다.  

1. 샷 및 장면분할 기술 

방송콘텐츠의 최소 단위는 한 장의 이미지를 의미하

는 프레임이며, 시적으로 연속인 프레임들의 집합을 샷

으로, 연속된 샷의 집합을 장면으로 정의할 수 있다[(그

림 2) 참조]. 실제적인 방송콘텐츠의 촬영과정을 통해 

알아보면, 샷은 단일 카메라에서 촬영된 연속적인 프레

임의 집합이다. 반면, 장면은 동일 장소, 동일 시간에 촬

영된 샷의 집합으로 볼 수 있다. 

샷 및 장면분할 기술은 수동편집 후 생성된 하나의 방

송콘텐츠를 그 이전의 상태인 샷 혹은 장면으로 분할하

는 방법이다. 일반적인 흐름은, 방송콘텐츠를 입력으로 

샷을 분할하고, 분할된 샷을 결합하여 장면을 생성한다.  

먼저 샷 분할 기술에 대해 살펴보면, 영상 콘텐츠에 

대한 샷 단위 분할은 TRECVID[6]에서 2001년부터 

2007년까시 수행된 shot boundary annotation task를 

통해서 다양한 방법들이 제안된 바 있다[7]-[9]. 

TRECVID에서는 샷의 종류를 하드컷(hard cut), 페이드

(fade in/out), 디졸브(dissolve)로 구분하여 각각에 대한 

분할 성능을 발표하였다. 샷의 종류에 따른 설명은 <표 

1>에서 확인할 수 있다. (그림 3)은 최종적으로 2007년

에 발표된 샷 분할 성능을 보여준다. 그림에서 알 수 있

듯이, 하드컷에 대해서는 정확도(precision)와 재현율

(recall) 모두 90% 이상을 보였으나, 그 외에는 최대 정

확도 약 85%, 최대 재현율 약 80% 정도를 보였다. 이후 

샷 추출과 관련된 연구는 거의 없는 편이다.  
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이미 제안된 대부분의 샷 분할 기술들은 서로 다른 샷

간에 나타나는 색상, 모션 등의 물리적인 차이를 고려하

여 인접 프레임 간 벡터 비교를 통해 높은 성능을 얻었

다. 따라서 급격한 특징의 차이를 보일 수 없는 페이드

나 디졸브의 경우, 여전히 만족할 만한 성능을 얻을 수 

없었다. 하지만, 방송콘텐츠에서 페이드와 디졸브 샷의 

수가 하드컷에 비해 상대적으로 매우 낮음을 고려하면, 

실제 서비스에 적용 가능한 수준의 성능으로 볼 수 있다.  

샷 분할 기술에서부터 서비스의 구현까지 과정을 고

려해볼 때, 정확도보다는 샷 분할속도 향상을 위한 고속

화 기술이나 샷을 대표하는 키프레임에 대한 효과적인 

추출기술 등을 추가적인 연구대상으로 볼 수 있다. 특

히, 순차적이며 독립적으로 샷의 분할이 이루어지는 기

존 기술의 특성상 접근이 용이한 고속화 기술[10]보다 

서비스로 표출될 수 있는 샷의 키프레임 추출을 위한 기

술이 비교적 최근까지도 연구되고 있는 상황이다[11]. 

명확한 샷의 정의와 달리, 영상의 장면은 영상의 종

류에 따라 다양하게 정의된다[12]-[13]. 방송콘텐츠의 

경우, 콘텐츠 제작의 기본이 되는 대본을 바탕으로 정의

하면 드라마의 경우 장면은 장소와 시간이 연속적인 샷

의 집합으로 정의할 수 있다. 다만 이와 같은 정의에서

는 교차 편집된 동일한 스토리의 장면을 하나의 장면으

로 포함하기는 어렵다. 서비스에 따라서는 장면을 동일

한 스토리를 표현하며 순차적으로 보여지는 샷의 집합

으로서 다수의 장소와 시간대를 포함하도록 정의하는 

등, 장면 정의는 다양할 수 있다. 일반적으로 장면의 정

의가 달라지더라도, 물리적으로 시간상 연속된 샷의 집

합으로 정의하는 공통점이 있다. 장면의 정의에서도 알 

수 있듯이, 장면은 색상, 모션, 음성 등 특정 특징에 의

해 표현되기 힘들며, ‘스토리’를 고려할 경우, 의미 단위

에서의 차이까지 분석해야 장면을 분할 할 수 있다. 따

라서 샷 분할에 비해 장면분할에서는 더 다양한 특징을 

바탕으로 복합적인 분석기술을 적용함으로써 가능하다. 

(그림 4)는 장면분할에서 기본이 되는 샷을 어떤 특징

으로 표현하는 가에 따른 장면분할 기술의 분류를 보여

준다. (그림 4)에서 알 수 있듯이, 장면분할 기술은 영

상, 음성, 텍스트를 이용하거나 이들 셋을 조합하여 이

용하고 있다. 예컨대, Closed Circuit Television(CCTV) 

영상에서의 장면분할은 영상특징에 크게 의존한다. 반

면, 방송콘텐츠의 경우 영상과 음성특징을 사용하는 것

이 일반적이며, 방송콘텐츠의 제작 환경을 고려하여 자

막, 대본 등의 텍스트 데이터를 이용하기도 한다. 몇몇 

경우에는 웹 데이터나 영상에 태깅된 텍스트를 이용하

기도 한다. 따라서 대부분의 방송콘텐츠 장면분할 기술

은 하이브리드(hybrid) 장면분할 기술로 간주할 수 있다. 

초기 콘텐츠에 대한 장면분할 기술은 특징 벡터 간 유사
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도를 바탕으로 규칙을 이용하여 특정 샷에서 장면의 경

계를 검출하였다[15]-[16]. 규칙을 정의하여 사용할 수 

있었던 것은 콘텐츠를 촬영하는 기법이 존재하기 때문

이며, film grammar라 불리는 몇몇 기법을 바탕으로 

규칙이 정의되었다. 이후에는 Hidden Markov Mod-

el(HMM)과 같은 시퀀스 데이터 처리 모델을 이용하여 

장면을 분할하였다. 이러한 방법에서는 하나의 장면을 

구성하는 샷의 종류를 밝히고 이들 간의 전환 확률을 학

습함으로써 장면을 분할하였다. 

최근에 개발되고 있는 장면분할 기술은 클러스터링 

방법에 기반을 두고 있다. 시퀀스 모델을 사용할 경우 

이전 혹은 이후 샷 간의 관계를 반영하는데 한계가 있

다. 많은 시퀀스 정보는 높은 계산량을 요구할뿐만 아니

라, ‘주변’ 샷을 어디까지 정의할 것인가가 큰 문제였다. 

클러스터링 방법을 활용한 장면분할 기술에서는 전체 

샷 간의 유사도를 바탕으로 샷의 군집을 밝힘으로써 콘

텐츠 전반에 걸친 정보를 활용할 수 있어, 상대적으로 

높은 성능을 보였다. 최근에는 스펙트럴 클러스터링

(spectral clustering)과 같은 그래프 기반의 분할기법들

이 활용되고 있다[17]. 그래프 기반의 분할기법은 장면

분할문제를 샷 간의 유사도를 기반으로 구성된 샷 그래

프를 특정 수의 서브그래프(장면)로 분할하는 것으로 간

주하였다. 이러한 문제 정의의 장점은 일반적인 클러스

터링 기술에서 가정하는 convex 군집을 가정할 필요가 

없다는 것이다. 장면을 convex 군집으로 가정할 경우, 

장면 내 샷들은 모두 서로 간 높은 유사도를 가져야 한

다. 콘텐츠에서의 스토리 흐름을 고려할 경우, 위의 가

정은 특정 장면에서만 유효하다. 그래프 기반의 클러스

터링을 이용하여 장면을 분할할 경우, non-convex 군

집까지 분할이 가능하기 때문에 다양한 형태의 장면을 

분할할 수 있다.  

규칙 기반 방법에서 시퀀스 모델, 클러스터링으로 이

어져 온 장면분할 기술의 흐름은 최근 다시 한 번 전환

기를 맞고 있다. 딥러닝(deep learning) 기술의 일종인 

Long Short Term Memory(LSTM) 모델[18]은 데이터

에서 이전 시퀀스의 함축된 의미정보를 선택적으로 활

용하여 다양한 문제에서 높은 성능을 보이고 있다. Bi-

directional LSTM(BLSTM)[19]은 시퀀스 데이터에서 

특정 시점을 기준으로 이전과 이후 의미정보를 모두 활

용할 수 있어 콘텐츠의 장면분할에 활용할 수 있다. 이

러한 모델을 활용한 장면분할 기술이 이후 제안될 것으

로 예상된다.  

다만 이들 모델은 지도학습 기반의 학습 모델이기 때

문에 대용량의 학습 데이터 구축이 선행되어야 한다. 장

르별, 콘텐츠별 장면의 경계를 결정하는 특성은 매우 상

이하다. 따라서 이 경우, 모델의 학습 기술보다는 모델 

학습을 위해 적절한 레이블 데이터를 구축하는 것이 어

려운 문제가 된다. 기존의 장면분할문제와 마찬가지로 

비지도 학습환경에서의 모델 구축을 고려할 경우, 

LSTM이나 BLSTM 등 딥러닝 기반 시퀀스 모델은 복합

적인 샷의 의미 벡터를 추출하는 데 사용하고 이후 클러

스터링과 같은 결합방법을 적용해볼 수 있다. 이 경우에

는 레이블 데이터 구축이 필요 없어지나, 딥러닝이 가지

는 오류 전이(error propagation)를 통한 모델 학습의 

장점은 반감한다. 
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한국전자통신연구원에서는 방송콘텐츠에 대한 스펙

트럴 클러스터링 기반의 장면분할 기술을 개발하였다. 

한국전자통신연구원의 장면분할 기술은 콘텐츠에서 분

할된 샷에 대해 10여종 이상의 영상, 오디오, 텍스트 특

징을 추출하고 이들 간의 상관관계를 기반으로 특징 간 

정보를 전달하는 협업 학습 기법을 적용한 것이 특징이

다. 개발한 기술에서는 특징 간 정보전달을 통해 샷을 

표현함에 있어 정보손실을 최소화하여 성능을 높였다. 

개발 기술의 검증은 총 10편의 드라마 콘텐츠를 대상으

로 했으며, 평균 81.3%의 Adjusted Rand Index(ARI)를 

보였으며, 이는 기존 스펙트럴 클러스터링 기반 기술

[20] 대비 최소 1.57 % 최대 12.04% 향상된 결과이다. 

장면분할 기술을 바탕으로 한국전자통신연구원은 방송

콘텐츠를 구성하는 샷-장면-콘텐츠의 트리 구조를 벗

어나, 장면 간 수평적인 복합 연결 관계를 고려한 비선

형의 장면 집합과 하나의 스토리 단위를 이루는 시맨틱 

클러스터를 구성하는 기술을 개발하고 있다. 

2. 장면 내 객체인식 

객체인식은 콘텐츠 내에 등장하는 다양한 인물, 제품, 

장소 등의 객체를 인식하는 기술이다. 객체인식은 크게 

카테고리를 인식하는 객체검출과 인물의 이름, 제품명 

등 상세한 정보를 인식하는 객체식별로 나눌 수 있다. 

객체인식은 일반적으로 영상처리 기술을 기반으로 이루

어지며, 본고에서 소개하는 다양한 기술 중 최근 가장 

크게 발전하고 있는 분야이다. 객체인식의 최근 경향에

서 가장 주목해야 할 점은 앞서 언급한 바 있는 딥러닝

이다.  

영상처리 분야에서는 객체인식을 위한 다양한 데이터

를 공유하고 있다. 가장 큰 데이터 중 하나로 ImageNet

을 들 수 있다. ImageNet 데이터를 활용한 Imagenet 

Large Scale Visual Recognition Challenge(ILSVRC)[21]

에서는 다양한 문제에 대한 세계각국의 연구를 매년 비

교하여 발표하고 있다. 이를 위해 ImageNet은 200여 

카테고리에 대한 태깅 데이터를 제공하고 있다. 최근 

ILSVRC에서는 이미지 내의 객체인식을 위하여 딥러닝

을 이용한 다양한 방법들이 제안되고 있으며, 특히 

Convolution Neural Network(CNN)를 기반으로 한 기

술들은 기존의 SVMs와 같은 기술들의 성능을 크게 뛰

어 넘고 있다[22].  

ILSVRC에서 고려하는 문제는 <표 2>에서 알 수 있듯

이, 총 4종으로, 객체검출, 지역화, 장면 분류 등이 포함

되어 있다. 객체검출의 경우 2015년을 기점으로 비디오 

데이터에서의 검출문제가 추가되어 콘텐츠 내 객체검출

과 직접적으로 관련된 다양한 기술들이 발표되고 있지

만, 객체식별은 수행하지 않았다. 

최근 영상처리 분야는 딥러닝을 기반으로 많은 문제

들을 해결해 나가고 있다. 이와 같은 상황에도 불구하고 

콘텐츠의 의미 분석을 위한 장면 내 객체인식 기술 개발

에는 여전히 많은 어려움이 있다. 객체검출의 경우 많은 

카테고리에서 이미 높은 성능을 내고 있지만, 실제 부가 

서비스를 제공하고자 하거나, 콘텐츠 간 연결관계를 구

축하기 위해서는 좀 더 자세한 인식 정보를 제공할 수 

있는 객체식별 기술이 매우 중요하다.  

방송콘텐츠에 대한 객체식별이 어려운 이유는 대상 

객체가 매우 다양한데 일차적인 원인이 있다. 일반적인 

드라마 콘텐츠의 경우 3~5명의 주연급 캐릭터와 20여 
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명의 조연급 캐릭터가 존재한다. 이 경우, 23~5명의 인

물에 대한 식별이 가능해야 하며, 이를 위한 식별기 학

습 및 학습 데이터 구축이 선행되어야 한다. 출연 인물

에 대한 학습 데이터를 구축하는 것은 이전에 촬영된 콘

텐츠를 태깅하여 구축하거나 웹에서 수집을 통해 이루

어질 수 있다. 하지만, 방송콘텐츠의 특성상 동일인물이

라 하더라도, 콘텐츠에 따라 완전히 다르게 표출되기 때

문에 만족스러운 크기의 데이터를 구축하기 힘들다. 인

물 객체의 경우, 한정된 크기이기에 시도해 볼만 한 여

지가 있으나, 휴대폰, 자동차 등의 제품 객체의 경우 그 

수가 많고 데이터가 한정되어 있어 식별모델을 학습하

는 데 한계가 있다. 

위와 같은 이유로 객체검출과 달리 현재까지 객체식

별 문제를 해결하기 위한 기술 개발은 초기 개발단계로 

볼 수 있다. 이를 해결하기 위해 외부 지식을 활용하는 

기술들이 일부 제안된 바 있다[23]-[24]. Tapaswi et 

al.[23]의 경우 시트콤에 등장하는 인물들과 관련된 자

주 입는 의상의 색상, 출연장소의 배경정보, 인물 간 관

계정보 등을 바탕으로 방송콘텐츠에서의 인물을 식별하

는 기술을 제안한 바있다. 

한국전자통신연구원에서는 웹에서 수집한 드라마 관

련 블로그 포스팅을 바탕으로 구축된 콘텐츠 지식망[(그

림 5) 참조]과 출연진 정보, Product placement(PPL) 정

보를 바탕으로 객체를 식별하는 기술을 개발하였다[24].  

3. 콘텐츠 어노테이션 

콘텐츠 어노테이션이란, 방송콘텐츠와 관련된 다양한 

정보를 콘텐츠에 태깅(tagging)하는 기술을 의미한다. 

넓은 의미에서는, 객체인식 결과를 콘텐츠에 태깅하는 

기술이나, 장면의 경계정보를 태깅하는 기술까지도 콘

텐츠 어노테이션이라 할 수 있다. 본 장에서는 객체나 

분할 정보를 제외한 스토리, 의미, 시청자 감정 등의 정

보를 분석하고 그 결과를 콘텐츠 전체 혹은 일부분에 태

깅하는 기술에 대해서 다루고자 한다. 

콘텐츠 어노테이션에서의 정보 추출은 방송콘텐츠 외

부 데이터를 이용하여 이루어진다. 일례로, Masuda et 

al.[25]은 온라인 비디오 콘텐츠에 태깅된 사용자의 태

그나 짧은 글 등을 수집하고 이 중 주요 단어들을 추출

하여 콘텐츠에 어노테이션 한 후, 이를 통해 비디오 콘

텐츠에 대한 검색 서비스를 제안한 바 있다.  

콘텐츠 어노테이션은 크게 온톨로지(ontology)나 사

전과 같은 사전에 준비된 지식 체계를 이용하는 경우

[26]와 데이터에서 자동학습된 의미정보를 이용하는 경

우로 나눌 수 있다. 온톨로지나 사전을 이용하는 경우에

는 인물 간 관계, 극의 전개 과정, 갈등의 종류 등을 사

전에 정의하고 주어진 콘텐츠 전체 혹은 일부가 기 정의

된 온톨로지 등의 어느 부분에 해당하는 지를 분석한다. 

이 경우, 사전에 정의된 지식을 활용하기 때문에 태깅되

는 정보를 쉽게 제어할 수 있는 점과 태깅하는 정보의 

수가 명확하고 한정되기 때문에 비교적 높은 정확률

(precision)을 가지는 태거를 구축할 수 있는 장점이 있다. 

Francois et al.[27]은 콘텐츠 어노테이션을 위한 객체

와 이벤트 온톨로지를 구축하고 이를 기반으로 CCTV 
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콘텐츠를 태깅한 바 있다. 기존 연구에서도 알 수 있듯

이 사전에 정의된 지식 체계를 기반으로 한 어노테이션

의 경우, 특정 장르나 환경을 염두에 두고 이루어 진다. 

이는 사전에 구축할 수 있는 지식 체계가 한정되기 때문

에 어노테이션 또한 다양한 장르나 환경에 적용할 수 없

는 단점 때문이다. 

지식 체계를 활용한 어노테이션의 단점을 보완하기 

위한 시도로 데이터에서 자동학습된 의미정보를 이용한 

콘텐츠 어노테이션 기술들이 제안된 바 있다. 대표적으

로 토픽모델에 기반한 방법들을 들 수 있다[28]. 토픽모

델이란, 문서를 이루는 토픽 집합을 문서로부터 자동학

습하는 기술이다[(그림 6) 참조]. (그림 6)에서 보여주듯

이 토픽모델은 모든 데이터가 토픽으로부터 생성된 단

어로 이루어져 있음을 가정하고 문서로부터 문서를 구

성하는 토픽을 추정한다. 학습 과정은 먼저, 각 문서를 

구성하는 토픽의 밀도 함수와 토픽 내 단어의 밀도 함수 

형태를 가정한 다음, 문서로부터 가정된 밀도 함수의 파

라미터를 추정하는 순서로 이루어진다. 

Das et al.[30]은 토픽모델을 이용하여 비디오 콘텐츠

에 대한 키워드를 생성하고 이를 통해 장면의 의미나 더 

나아가 장면에 대한 문장 단위의 표현을 자동 생성하는 

기술을 제안한 바 있다[(그림 7) 참조]. 지식 체계를 이

용한 이전 기술들과 달리, 토픽모델은 주어진 데이터를 

기반으로 자동학습되기에 사전에 지식 체계를 구축하기 

위한 비용이 들지 않으며, 적용 대상에 대한 제한이 적

은 편이다. 

다시 말해 토픽모델의 장점은 임의의 토픽에 대해 자

동학습되기 때문에 사전의 지식체계 구축이 필요치 않

으며, 적용 대상에 따라 다양한 형태의 새로운 토픽을 

자동으로 학습한다는 데 있다. 다만, 토픽이 단어와 단

어의 확률값으로 이루어진 집합으로 표현되기 때문에 

가독성이 낮은 점과 이론적으로는 잘 정의되어 있으나 

이론적 기반이 약한 초기 사용자의 경우 파라미터 설정 

등에 어려움을 겪을 수 있는 단점이 있다. 

한국전자통신연구원에서는 장면 단위로 분할된 방송

콘텐츠에 대해, 자막 및 대본을 기반으로 토픽을 생성하

는 Guided Hierarchical Dirichlet Process(GHDP) 모델

을 개발하였다. GHDP에서는 초기 방송콘텐츠에 대한 

토픽 학습에서 가장 큰 문제가 되는 적은 양의 짧은 데

이터(대사, 지문 등)로부터의 토픽학습을 위해 Point-wise 
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Mutual Information(PMI) 기반의 시드(seed)단어 추출

기술을 적용하였다. 시드단어는 생성하고자 하는 토픽

의 방향성을 초기에 모델에 제공함으로써 적은 양의 데

이터에서도 토픽이 학습될 수 있도록 한다. 한편의 방송

콘텐츠에 속한 다수의 장면은 GHDP를 통해 학습된 토

픽을 공유함으로써 장면 간 연결성을 가지게 된다. (그

림 8)은 GHDP를 기반으로 생성된 장면 간 연결성을 시

각화하는 인터페이스를 보여준다. 그림에서 알 수 있듯

이, 방송콘텐츠를 이루는 장면은 시간순서에 관계 없이 

유사한 의미를 가질 경우, 토픽을 통해 연결된다. 

Ⅳ. 결론 

본고에서는 스마트 방송서비스를 위한 방송콘텐츠 분

석기술의 동향을 소개하였다. 전통적인 방송시장의 규

모가 축소되고 있는 상황에서도 방송콘텐츠가 가지는 

가치는 타 콘텐츠와 비교했을 때 매우 높게 평가되고 있

다. 높은 부가가치를 가지는 방송콘텐츠를 활용한 서비

스 발굴은 기존 방송시장의 부흥뿐만 아니라 다양한 시

장의 생성이라는 측면에서 매우 중요하다. 방송콘텐츠

를 이용한 서비스의 일환으로 스마트 방송서비스는 고

부가가치를 가지는 방송콘텐츠에 대한 다각화된 비즈니
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스 모델을 제공하기 위한 시도이며, 기존과 달리 콘텐츠

에 대한 다양한 지식정보를 기반으로 서비스를 제공한다.  

스마트 방송서비스의 성공을 위해서는 콘텐츠 분석을 

통해 콘텐츠를 아우르는 정확하고 풍부한 지식정보를 

획득하는 기술이 필요하다. 본고에서는 다양한 방송콘

텐츠 분석기술 중, 샷 및 장면분할, 객체인식, 콘텐츠 어

노테이션 기술의 개발동향을 소개하였다. 최근 딥러닝

을 기반으로 촉발된 인공지능 기술의 도약은 방송콘텐

츠 분석기술에도 큰 영향을 미칠 것으로 예상된다. 따라

서 앞으로 더 다양하고 정확한 의미정보를 추출할 수 있

을 것으로 기대되기에, 새로운 기술을 바탕으로 한 지속

적인 방송콘텐츠 분석기술 개발이 요구된다.  

약어 정리 

ARI Adjusted rand index 

BLSTM Bi-directional LSTM 

CCTV Closed Circuit Television 

CF  Collaborative Filtering 

CNN Convolution neural network 

GHDP Guided hierarchical dirichlet process 

HMM Hidden markov model 

ILSVRC Imagenet Large Scale Visual Recognition 

Challenge 

LSTM Long short term memory 

PMI Point-wise mutual information 

PPL Product placement 

VoD Video on demand 
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